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Binäre logistische Regression – Der Wecker klingelt

Das Weckerklingeln führt in Abhängigkeit von der Weckerlautstärke x_i,
(x_i=0 "sehr leise" bis x_i=5 "sehr laut"), dazu, dass man
"weiterschläft" (Kategorie y_i=0) oder "aufwacht und aufsteht"
(Kategorie y_i=1), i=1,2,...,n (n=40).

Dabei kann es vorkommen, dass ein leiseres Klingeln schon gehört wird
(hellhörig) und in einem anderen Fall ein lauteres Klingeln mal überhört
wird (schwerhörig). Es liegt also ein zufallsbehaftetes Datenmaterial vor.

Gesucht ist eine optimale Regressionsfunktion (Binäre logistische
Regression, Sigmoidfunktion, Schwanenhalsfunktion) zur Beschreibung
des obigen Zusammenhanges.
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Aktuelle Software: Stand Sept. 2019
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Daten-Quelle:
Scarpino, M.: TensorFlow für Dummies (2018), S.117ff

ISBN: 978-3-527-71547-3
(Übersetzung aus dem Engl. TensorFlow for Dummies 2018)

ISBN: 978-1-119-46621-5

Die y-Werte in Abhängigkeit von der Weckerlautstärke x:
{0,0,0,0,0,0,0,0,0,0,1,0,0,1,0,0,0,1,0,0,1,0,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1}

Die zugehörige Weckerlautstärke x:
seq(x,x,0,5,5/39)
{0,0.13,0.26,0.38,0.51,0.64,0.77,0.9,1.03,1.15,1.28,1.41,1.54,1.67,1.79,1.92,
2.05,2.18,2.31,2.44,2.56,2.69,2.82,2.95,3.08,3.21,3.33,3.46,3.59,3.72,3.85,
3.97,4.1,4.23,4.36,4.49,4.62,4.74,4.87,5}
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Da die y-Werte zwischen 0 und 1 liegen, kann ein schöner Zusammen-
hang zur Wahrscheinlichkeitsrechnung hergestellt werden.

Die optimale Lösung wird hier anhand einer 3D-Grafik der MKQ-Ziel-
funktion diskutiert (MKQ - Methode der kleinsten Quadrate).

Das Beispiel von M.Scarpino (2018):
Mit zunehmender Lautstärke des Weckers steigt die Wahrscheinlichkeit,
dass man aufwacht und aufsteht. (Hellhörige wachen eher auf und
Schwerhörige eben erst bei lauterem Weckerklingeln.)

Um die Datenpunkte durch ein geeignetes mathematisches Modell zu
beschreiben, erscheinen die lineare oder Polynom-Regression unge-
eignet. Hier kommt zunächst die logistische Regression zum Einsatz.

Im oben genannten Buch von M.Scarpino wird folgende Lösung
angegeben, die hier diskutiert und verbessert werden soll:
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Das Beispiel:
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Das Ergebnis von M.Scarpino (2018):
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Der mittlere quadratische Fehler 0.1866565271 ist zu groß
und nicht optimal.

Unschwer findet man folgende Verbesserung:
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Weitere Verbesserung der logistischen Regression (erinnert an die 
Einheitssprungfunktion, Heaviside-Funktion): MKQ=0.131850635023
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Experimentieren mit der LogisticReg-Funktion des ClassPad:
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Anpassung des Ergebnisses: Zähler c auf 1 setzen

Damit wurde im Vergleich zu den bisherigen Ergebnissen mit
der ClassPad-LogisticReg-Funktion der beste MKQ-Wert er-
zielt: MKQ=0.095736264 (für y4(x))
M.Scarpino: MKQ=0.186656527 (für y1(x))
dann MKQ=0.178502984 (für y2(x))
und MKQ=0.131850635 (für y3(x))
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M.Scarpino:  z5=MKQ(m,b)=MKQ(x,y)=0.1866565
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Verbesserung:  z5=MKQ(m,b)=MKQ(x,y)=0.178503
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weitere Verbesserung: z5=MKQ(m,b)=MKQ(x,y)=0.0957363
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Detail zu z5=MKQ(m,b)=MKQ(x,y)=0.0957363
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grafische Suche des Min:  MKQ=0.0941199, m=3.8095238, b=-9.52381
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Weitere Suche nach dem globalen Min. MKQ=0.0912293
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Definition der MKQ-Funktion mittels vier Anteilen:
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Diskussion zur Modellbildung für die binäre logistische Regression:
Es handelt sich im einfachsten Fall um die Formel: y(x) = 1 / (1 + e^(-x))
Die Funktionswerte liegen alle zwischen 0 und 1: 
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Buchstabe S (griech. Sigma): Bezeichnung als „Sigmoid-Funktion“
oder „Schwanenhals-Funktion“.

Die Sigmoid-Funktion eignet sich besonders gut für die
mathematische Beschreibung von Klassifikationsproblemen mit nur
zwei Kategorien 0 und 1, da die Funktion streng monoton wachsend
von 0 nach 1 verläuft.

Die Funktion ist punktsymmetrisch zu ihrem Wendepunkt (0; 0.5),
was aus Sicht der Wahrscheinlichkeitsrechnung so interpretiert
werden kann, dass Punkte rechts von Wendepunkt eine höhere
Wahrscheinlichkeit für Kategorie 1 und Punkte links vom
Wendepunkt eine höhere Wahrscheinlichkeit zur Kategorie 0
beschreiben.
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Die Sigmoid-Funktion ist praktisch im Sinne der Wahrschein-
lichkeitsrechnung eine Verteilungsfunktion mit der Dichte-
funktion

y‘(x) = e^(-x) / (1+e^(-x))^2 

und erinnert an eine Gauß’sche Glockenkurve.

Es gibt die Sprechweise: sigmoidale Verteilungsfunktion.

Modellanpassung an die gegebenen Datenpunkte mit der 
Funktion:
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Als Zielfunktion wird bei M.Scarpino nicht die Methode der 
kleinsten Quadrate (MKQ) betrachtet:

MKQ wäre

Ausgangspunkt für die Zielfunktion im Buch von M.Scarpino
ist folgende Überlegung:
Wenn y_i die Kategorie bezeichnet (0 oder 1) und die Wecker-
lautstärke mit x bezeichnet wird, dann ist die y-abhängige
Wahrscheinlichkeit für den Schlaf- oder Wachzustand gege-
ben durch
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d.h. L(1) = h(x)    (Wahrscheinlichkeit „aufzuwachen“) und 
L(0) = 1-h(x) (Wahrscheinlichkeit „nicht aufzuwachen“)

h(x) ist also die „Aufwachwahrscheinlichkeit“.
L ist die sogen. Likelihood-Funktion (engl. „Likelihood“ – Wahr-
scheinlichkeit) für das Eintreten eines bestimmten Ereignisses 
(0 oder 1).
Wenn h(x) das modellierte System perfekt repräsentiert, dann 
ist h(x)=1 bei y=1 und h(x)=0 bei y=0. D.h. L(y) ist immer 1.
Wenn andernfalls h(x) das modellierte System überhaupt nicht 
repräsentiert, dann ist h(x)=0 bei y=1 und h(x)=1 bei y=0. D.h. 
L(y) ist immer 0.
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Im Allgemeinen liefert eine Likelihood-Funktion einen Wert 
zwischen 0 und 1. Je größer der L-Wert, desto besser 
beschreibt h(x) das zu modellierende System.

Das Verfahren zur Maximierung des L-Wertes wird auch 
Maximum-Likelihood-Methode genannt (ML-Methode).

Zur Vereinfachung der Berechnung wird üblicher Weise der 
Logarithmus der L-Funktion verwendet. 

Man spricht dann von der Log-Likelihood-Methode.

Viele Optimierungsverfahren minimieren die Zielfunktion 
(auch MKQ), so dass hier  folgende Zielfunktion entsteht:
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Wir überprüfen die log-L-Funktion mit unseren Ergebnissen:  

-ln(L)=32.38416879  bei  L= 8.624505266E-15
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Verbesserung von  -ln(L)=32.38416879  auf  12.11766836
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Unpassendes Ergebnis!
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Das optimale Ergebnis!    max(L)=1.511166509E-5
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Vielen Dank für Ihre Aufmerksamkeit!


